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Abstract

Neural network-based approaches are promising methods for quickly finding near-

optimal approximate solutions to combinatorial optimization problems. Combinatorial

optimization problems, such as logistics optimization, vehicle routing, and schedul-

ing, frequently arise in real-world applications and they are challenging due to the

vast number of possible combinations. The Traveling Salesman Problem (TSP) is a

representative example of combinatorial optimization problems, and various neural

network-based methods have been studied to efficiently obtain high-quality approxi-

mate solutions. In this paper, I proposes a Local Improvement(LI) methods including

neural network training strategy and model inference heuristics to effectively search

for near-optimal solutions in large-scale TSPs. The proposed methods demonstrate the

ability to obtain high-quality approximate solutions for large-scale TSP instances in

real-time. This demonstrates that neural network-based methods are effective even for

large-scale combinatorial optimization problems within short time.
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국 문 요 약

신경망 기반 방법은 조합 최적화의 최적에 가까운 근사해를 빠르게 구하기 위한 유

망한 방법이다. 물류 최적화, 차량 경로 문제, 일정 할당 문제 등과 같은 조합 최적화

문제는 실생활에서 자주 볼 수 있는 조합할 수 있는 경우의 수가 굉장히 많아 최적해를

구하기 어려운 문제이다. 외판원 순회 문제(Traveling Salesman Problem)은 대표적인

조합 최적화 문제로 효율적으로 고품질의 근사해를 얻기 위한 신경망 기반의 연구가

진행되었다. 본 논문은 대규모 외판원 순회 문제에서 효과적으로 최적에 가까운 근사해

를 탐색하는 신경망 기반 모델 훈련 전략 및 모델 추론 휴리스틱 방법을 이용한 지역

개선(Local Improvement) 방법을 제시한다. 소개한 방법들을 통해 대규모 외판원 순회

문제에서 실시간에 적용 가능할 정도로 적은 시간 내 고품질의 근사해를 얻는 성능을

보였다.이는짧은시간내의굉장히복잡한조합최적화문제에서도신경망기반방법이

효과적임을 입증한다.
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Chapter 1

Introduction

외판원 순회 문제(Traveling Salesman Problem, TSP)는 대표적인 조합 최적화(Combi-

natorial Optimization, CO)문제로, n개의노드를모두잇는순회경로의길이를최소화

하는 경로를 찾는 문제이다. 본 문제는 NP-hard이기 때문에 최적해를 찾기 위해 수많은

경우의 수를 탐색해야 한다. 이 문제를 해결하기 위한 전통적인 방법으로 선형 계획법이

있다. 또한, 최적해에 가까운 근사해를 찾기 위해 휴리스틱 방법을 사용하기도 한다. k-

Opt, Ant Colony Optimization, Genetic Algorithm은 TSP를 위한 전통적인 휴리스틱

기법들이다 [2]. 두 방법은 모두 장단점을 갖고 있는데, 선형 계획법 기반 솔버는 해답의

품질이 좋지만 시간이 매우 오래 걸린다. 휴리스틱 솔버는 빠른 시간 내에 해답을 얻을

수 있지만 품질이 좋지 않거나 시간이 매우 오래 걸린다. 이들은 모두 빠른 시간 내에

근사해를 도출할 수 있다는 장점이 있지만 문제 크기가 커질 수록 근사해의 품질이 매우

떨어진다. LKH3은 Traveling Salesman Problem에서선형계획법을제외한솔버중가장

고품질의 근사해를 구하는 휴리스틱이다 [3]. 그러나 선형 계획법 솔버만큼은 아니지만

시간이 매우 오래 걸린다는 단점이 있다.

이처럼선형계획법과휴리스틱기반방법은문제크기가커질수록두드러진다.선형

계획법의 경우, 문제를 푸는 데에 걸리는 시간이 기하 급수적으로 늘어나며, 휴리스틱

의 경우, 최적해와 매우 멀리 떨어진 근사해만 얻어낸다. 이러한 문제를 해결하기 위해

신경망 조합 최적화(Neural Combinatorial Optimization, NCO) 기반 솔버들이 연구되

었다 [4].
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Figure 1.1: TSP와 이 문제의 최적해 예시

신경망조합최적화는외판원순회문제를포함한여러조합최적화문제를훌륭하게

풀어냈다. 계산 시간을 매우 줄이면서도 최적해에 가까운 높은 품질의 근사해를 얻어낼

수 있다. NCO는 크게 세 가지 방법으로 분류할 수 있다. 대규모 레이블이 있는 데이터

셋을 통한 지도학습 기반 방법들과 레이블이 존재하지 않는 데이터셋을 통한 강화학습

기반 방법, 그리고 초기해를 구한 후 해를 점점 최적해에 가깝게 정확도를 발전시키는

방법들이 제안되었다.

대규모 외판원 순회 문제는 탐색 공간이 너무 방대하여 지도학습으로 학습시키기

어렵다. [5]. 그렇기에 대규모 문제에서는 해의 정확도를 발전시키는 방법 기반으로 연구

되었다.이방법은초기해를구한후,더나은해를탐색및선택하면서최적해에다가가는

것이다. GLOP은 대규모 외판원 순회 문제의 근사해를 구하기 위한 해를 발전시키는 대

표적인모델이다 [1]. GLOP은높은품질의해를얻으면서도매우빠르다는특징이있다.
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그러나, GLOP으로 얻은 근사해는 여전히 지역 최적점에서 벗어나지 못하는 경향이 크

다. 이 논문은 GLOP의 유망한 성능을 기반으로 한계를 조금이나마 극복하여 품질이

좋으면서도 더 빠르게 근사해를 얻는 Local Improvement 방법을 제안한다.

본 논문의 구성은 다음과 같다. 1은 본 논문의 개요를 소개하며 2는 관련한 선행 연

구를 소개한다. 3은 본 논문에서 풀고자 하는 외판원 순회 문제와 방법론에서 사용될

가장 짧은 해밀토니언 경로 문제(Shortest Hamiltionian Path Problem, SHPP)를 소개

한다. 4는 이 논문에서 제안하는 LI 방법을 제시하며, 5는 본 방법을 실험적으로 성능을

검증한다. 6는 결론과 한계점을 설명한다.

본 논문을 통해 다음과 같은 기여를 하였다. 첫째, GLOP의 Attention SHPP Policy

보다 더 적합한 LEHD SHPP Policy 신경망 모델을 훈련하는 방법을 소개하며, 이를

GLOP에 적용한 Local Improvement(LI)를 제안한다. 둘째, LI를 효율적으로 적용하기

위해실험에서적용할 Inference Strategy인분해스케쥴링방법을제안한다.제안한방법

으로 대규모 외판원 순회 문제에서 짧은 제한시간 내 기존보다 훌륭한 품질의 근사해를

얻을 수 있었다.
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Chapter 2

Related Works

Neural Combinatorial Optimization(NCO)은 CO 문제를 풀기 위한 심층학습 방법으로

빠른시간내에근사해를구하는데특화되어있어촉망받는방법이다 [6]. NCO가목표로

삼는 것은 TSP를 포함한 Vehicle Routing Problem의 여러 변형 문제들, 배낭 문제, 스

케쥴링 문제, 그래프 매칭, 그리고 그래프 색칠 등의 문제들이다. 이 섹션에서는 TSP를

위한 NCO 솔버들의 동향을 종류별로 소개한다. 지도학습 기반 방법과 강화학습 기반

방법이 있으며, 대규모 문제를 위한 방법으로 분류하였다.

2.1 Supervised TSP NCO Solvers

대규모 데이터를 지도학습으로 학습한 TSP Solver가 존재한다 [7, 8, 9, 10]. Pointer

Networks [7]는 RNN을 응용하여 가장 처음으로 TSP에 적용한 지도학습 NCO 모델이

다. Graph Convolution Network를 훈련시킨 방법도 존재한다 [11, 8]. 그러나 두 모델은

문제의 크기가 커지면 높은 품질의 해를 얻지 못한다는단점이 존재한다. Light Encoder

Heavy Decoder는 Transformer 구조를 활용해 이러한 한계를 극복한 지도학습 모델이

다 [12, 9]. 또한 Difusco는 anisotropic graph neural network를 지도학습 시켜 유망한

결과를 보였다 [10].
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2.2 Reinforcement TSP NCO Solvers

강화학습을 통해 훈련시킨 TSP NCO 솔버에 관한 연구도 많이 존재한다 [13, 14,

15, 16, 17, 18]. Attention Model은 자가회귀(Auto Regressive) NCO 솔버의 일종으

로 Transformer Encoder 모델을 Policy Gradient로 훈련시켜 유망한 결과를 보여주었

다 [12, 13]. 이후 본 Attention Model을 기반으로 같은 문제를 다른 형태로 바꾸거나

문제의 시작점을 여러개로 하여 탐색 공간을 넓히는 방법들이 제안되었다 [14, 15, 16].

POMO는 가장 먼저 이러한 시도를 한 모델이다. 문제를 대칭과 뒤집기를 활용해 같은

TSP를 서로 다른 8개의 문제로 만들어 학습시킨다 [14]. 또한 각 노드를 모두 출발점

으로 정의하여 추론 과정에서의 성능을 올리기도 하였다. symnco는 POMO에서 영감

을 받아 대칭을 비롯한 회전 형태의 문제 또한 손실함수를 통해 학습한 모델이다 [15].

Pointerformer는 POMO를 개선한 Reversible residual network를 통해 메모리 사용량을

줄인모델로,보다큰크기의 TSP에서유망한성능을보였다 [16].이외의다양한탐색을

통해 여러 해를 샘플링하면서 성능을 올린 LCP 모델도 존재한다 [17]. 혹은 효율적으로

탐색 공간을 줄이는 기법을 적용하여 학습한 BQ-NCO 모델이 제안되기도 했다 [18].

2.3 Large-scale TSP NCO Solvers

대규모 TSP의 근사해를 찾기 위한 방법들이 연구되었다 [5, 19, 20, 10, 21, 22, 1].

NCO솔버로대규모 TSP의근사해를얻어낸첫시도는Monte Carlo Tree Search(MCTS)

를 이용한 방법이다 [5]. 대규모 TSP에서 문제를 샘플링하여 작은 규모의 여러 문제를

만든다.그후작은규모의문제로학습된 TSP솔버를활용하여엣지선택확률을MCTS

로 샘플링한 기법으로, 대규모 문제에서 효과적인 성능을 보였다. DIMES는 해의 확률

분포를 샘플링한 방법으로, 대규모 TSP에서 훌륭한 성능을 보였다 [20]. 그러나, 시간이
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오래 걸린다는 단점이 존재한다. 이를 개선하기 위해 Diffusion을 도입한 Difusco 모델이

제안되었다 [23, 10]. 이 외에 Ant Colony Optimization 알고리즘을 심층 강화학습으로

설계한 DeepACO모델 또한 유망한 결과를 보였다 [22]. 해의 품질보다 시간을 줄이기

위한 방법들도 많이 연구되었는데, 대규모 TSP를 영역별로 나누어 작은 문제로 만들어

서 풀어 품질이 낮지만 매우 빠르게 근사해를 얻어낸 H-TSP가 제안되었다 [19]. SO와

GLOP은초기해를구한후다른해를탐색하여더좋은해가있으면좋은해로개선시켜

얻어내는 방법이다 [21, 1].
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Chapter 3

Preliminary

3.1 Definition of TSP

본 논문에서 풀고자 하는 문제인 TSP는 차량 경로 문제(Vehicle Routing Problem)

의 가장 기본적인 형태로, 노드를 한번씩 방문한 후 되돌아오는 가장 짧은 해밀토니언

순환(Hamiltonian Cycle)을 찾는 것이 목표다. 입력은 모든 i에 대해 xi ∈ R2일 때, n개

의 시퀀스로 구성된 2차원 유클리드 공간 X = [x0, x1, x2 . . . , xn−1]으로 나타낸다. 이때,

문제의 해는 아래 3.1처럼 시퀀스 π로 나타낼 수 있다.

π = [π0, π1, π2, . . . , πn−1] , πi ∈ {0, 1, 2, . . . , n− 1}, πi ̸= πj if i ̸= j (3.1)

문제의 목표는 π의 순서대로 만들어진 순환의 길이를 최소화하는 것이며, 목적 함수

는 아래 식 3.2와 같이 정의된다.

L(π|X) = ∥x0 − xn−1∥2 +
n∑

i=1

∥xπi
− xπi−1

∥2 (3.2)
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3.2 Definition of SHPP

SHPP는 TSP의 변형 문제로, 노드를 한번씩 방문한 후 되돌아오는 가장 짧은 해밀

토니언 경로(Hamiltonian Path)을 찾는 것이 목표다. 입력은 TSP와 마찬가지로 모든 i

에대해 xi ∈ R2 일때, n개의시퀀스로구성된 2차원유클리드공간 X = [x1, x2, . . . , xn]

으로 나타낸다. TSP와 조금 다른 점이 있는데, SHPP는 항상 π0 = 0, πn−1 = n− 1으로

각각출발점과도착점으로고정된다.이때,문제의해는아래 3.3처럼시퀀스 π로나타낼

수 있다.

π = [π1, π2, π3, . . . , πn−2] , πi ∈ {1, 2, 3, . . . , n− 2}, πi ̸= πj if i ̸= j (3.3)

문제의 목표는 π의 순서대로 만들어진 경로의 길이를 최소화하는 것이며, 목적 함수

는 아래 식 3.4와 같이 정의된다.

L(π|X) =
n∑

i=1

∥xπi
− xπi−1

∥2 (3.4)
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Chapter 4

Methodology

본 챕터에서는 대규모 외판원 순회 문제를 위한 Local Improvement(LI)를 설명한다. LI

는 GLOP의 Local Construction을발전시킨알고리즘으로, GLOP에서 Attention SHPP

Policy 대신 성능을 개선한 LEHD SHPP Policy를 적용하였다 [1].

4.1은 LI를, 4.2는 LEHD SHPP Policy을 설명한다.

4.1 Local Improvement

Local Improvement(LI)는 TSP를 푸는 알고리즘으로, 기존 해를 여러 개의 더 작은

문제들로 나눈 뒤 새롭게 풀어내 기존 해를 개선시키는 알고리즘이다. LI는 GLOP의

Local Construction과 동일한 매커니즘이다.

LI는 TSP를 divide and conquer로 해결하는 것이 핵심 아이디어이다. 먼저 TSP가

주어지면 RI로 빠르게 초기 해를 구한다. 이후, 다음 과정을 반복한다. 먼저, 기존 해를

Figure 4.1: LI 알고리즘 [1].
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d개로 나눈 뒤, ⌊N
d
⌋ 크기의 SHPP d개를 새롭게 풀어낸다. 이때, 새롭게 얻은 해가 기존

해보다더짧은경로이면새롭게얻은해로대체한다.이후,나뉘어진모든 SHPP의해를

합쳐 전체 TSP 해를 형성한다. 아래는 각 단계별로 자세히 방법을 설명한 것이다.

4.1.1 Initialization

Random Insertion(RI)는 솔루션의 품질이 낮지만 매우 빠르게 얻을 수 있는 휴리

스틱 알고리즘이다. RI를 통해 TSP의 초기 해를 찾는다.

4.1.2 d-Decomposition

크기가 n인 TSP는 더 작은 문제로 나눌 수 있다. d-Decomposition은 ⌊n
d
⌋ 크기의

노드가 중복되지 않는 SHPP d개로 문제를 재정의한다. 이때, n이 d로 나누어 떨어지지

않는 부분은 병렬 연산이 불가능하므로 그대로 놔둔다.

4.1.3 Normalization

모델의 성능을 향상시키기 위해 문제의 위치를 정규화한다. TSP의 크기가 커질수

록 부분해 위치의 최댓값과 최솟값 차이가 적어지기 때문에 x 좌표에 대해 최댓값을 1,

최솟값을 0으로, 그리고 y 좌표에 대해 최댓값을 1, 최솟값을 0으로 정규화한다.

4.1.4 Solve SHPP

새롭게 정의된 d개의 SHPP 문제를 LEHD SHPP Policy를 통해 새 해를 구한다.

본 모델은 신경망으로 이루어진 솔버이기 때문에 굉장히 빠르게 병렬로 문제를 풀어낼

수 있다. LEHD SHPP Policy는 4.2에 자세히 설명되어 있다.
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Figure 4.2: LEHD 훈련 매커니즘

4.1.5 Composition

이전 단계로부터 얻어낸 d개의 새 해의 경로 길이가 기존 해보다 개선되었다면 각각

새 해로 채택한다. 만약 그렇지 않다면 기존해와 동일한 경로를 채택한다. 이후, 채택된

부분의 경로를 모두 다시 연결하여 전역 해를 얻는다.

4.2 LEHD SHPP Policy

LEHD SHPP Policy는 TSP와 CVRP를 풀기 위한 NCO 솔버인 Light Encoder

Heavy Decoder(LEHD) [9]의 모델 구조를 그대로 사용한다. LEHD를 훈련시키기 위

해, GLOP의 Local Policy와 LEHD의 훈련 매커니즘을 모두 참조한다. LEHD는 최적해

레이블있는데이터셋을임의로나누어 SHPP문제와최적해레이블을만든다.최적해의

부분해는 역시 최적해이므로 임의로 나누어 샘플링된 데이터셋 역시 최적해 레이블을

가진다. 이렇게 구성된 데이터셋을 통해 Cross Entropy loss function으로 지도학습을

한다.

GLOP은 SHPP 정책을 학습하기 위해 POMO [14]에서 영감을 받아 같은 SHPP

의 시작점, 도착점을 뒤집어 순방향, 역방향 문제를 만들었다. 이후, 두 문제를 모두 풀

어 더 최적의 값을 얻어낸 시퀀스를 채택한다. 그러나, 훈련 단계에서는 양방향의 loss
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function의 최댓값들을 loss function으로 정의한 후 이를 최소화하도록 학습된다. 본

논문의 LEHD SHPP Policy 또한 이 아이디어를 채택해 SHPP의 시작점, 도착점을 뒤

집어 순방향, 역방향 문제를 모두 푼다. 이때, 두 문제 모두 Cross Entropy loss function

을 정의한 후, 두 함수의 최댓값을 loss function으로 정의해 이를 최소화하는 방향으로

학습한다.

GLOP에서는 Attention SHPP Policy를사용하는데,이에비해 LEHD SHPP Policy

가 가지는 장점은 크게 두 가지가 있다. 첫째, LEHD SHPP Policy는 더 좋은 품질의

근사해를 얻어낼 수 있다. 둘째, Attention SHPP Policy는 SHPP의 문제 크기에 따라

각각 다른 모델 구조와 가중치가 필요하나 LEHD는 모든 문제 크기에서 적용 가능하다.

이는 LI의 추론 과정을 더 효율적으로 적용할 수 있게 해주는 요인이 된다.
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Chapter 5

Experiments

5.1 LI Model Training and Inference

5.1.1 Model Training

4.2의방법을그대로따라 LEHD모델을학습시켰다.모델은 128차원의선형임베딩

과 1개의 Attention Layer로 구성된 Encoder, 6개의 Attention Layer로 구성된 Decoder

구조로 구성되어 있다.

Attention Layer의 구조는 [13]의 Transformer의 Attention Layer 구조를 따른다.

128차원의 attention layer, 8개의 attention head, 512차원의 feed forward layer, 그리고

batch normalization을 포함한다.

5.1.2 Dataset

훈련 데이터셋은 100만개의 TSP100(1, 000, 000 × 100 × 2)과 이 데이터에 대응되는

최적해 레이블(1, 000, 000 × 100)로 구성되어있다.

5.1.3 Inference Strategy

LI를 보다 효율적으로 추론 과정에서 사용하기 위해 LI를 적용할때 나누는 개수를

계획해야 한다. 분해 스케쥴링은 추론 과정에서 효율적인 d-LI를 적용하기 위한 계획법

이다. d-LI는 d-Decomposition의 LI를 적용한 것이다.
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본 섹션에서는 분해 스케쥴링으로 사용할 Sigmoid Scheduling을 제안한다. 반복적인

d-LI를통해최적에가까운해에다가갈수있지만매단계마다 d를설정하는것은어려운

문제다. 작은 d-Decomposition의 LI는 큰 d-Decomposition보다 높지만 전역 최적에서

멀어지는경향이있다.그러므로적절한 d-LI를적용하는것은중요하다. GLOP의경우,

Attention SHPP Policy 특성상 고정된 크기의 문제만 풀 수 있기 때문에 Scheduling이

불가능하다 [1]. 이는 local optimal에 빠지거나, 불필요한 시간을 소모하는 결과를 초래

한다. Sigmoid Scheduling은 LEHD SHPP Policy는모든문제크기에대해풀수있다는

특성을 이용해 큰 d-LI가 수렴할 때, Sigmoid 함수를 따라 d를 줄여가는 방법이다. 아래

식 5.1은 d를 구하는 방법이다.

d(t; dmax, dmin, α) = (dmax − dmin)sigmoid(−t + α)) + dmin (5.1)

이때, hyperparameter를통해스케쥴링을조절할수있다. dmax는 d-LI를적용할 d의

최댓값이며, dmin는 d-LI를적용할 d의최솟값이다. α는최대치의 dmax 를적용할횟수를

나타내며 문제 크기에 따라 실험적으로 설정 가능하다.

5.2 Experimental Setup

5.2.1 Baseline Model

제안한 LI를 실험을 통해 비교하기 위해 Concorde OR 솔버, LKH-3 휴리스틱, Ran-

dom Insertion 휴리스틱, H-TSP, LEHD, Att-GCN, DIMES, distMCTS, DIFUSCO,

SO, GLOP 베이스 라인 모델로 선택하였다 [3, 19, 9, 5, 20, 24, 10, 21, 1]. 이후 같은

조건 하에서 실험을 진행했다. 각 모델은 NCO 모델이 아닌 휴리스틱 혹은 OR 솔버, 샘
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플링 없이 greedy policy를 적용해 얻어낸 솔버, MCTS기반 솔버(MCTS), 그리고 NCO

모델과 휴리스틱을 적용한 솔버(H)로 분류하였다. 실험에 기입되지 않은 Greedy policy

가 적용된 다양한 솔버가 존재하지만 대부분 TSP500 미만의 문제에 효과적이고 대규모

문제에 최적해를 도출하기 어렵기 때문에 제외하였다.

5.2.2 Matrics

우리는본실험을위해 [13]의데이터생성규칙을그대로따라 128개의 TSP1000, 16

개의 TSP10000 실험 데이터셋을 제작하였다. 이 데이터셋은 [0, 1]2안에서 n개의 균등한

랜덤 위치 좌표를 샘플링해 TSP 데이터를 형성한다. 이 실험 데이터셋을 풀어낸 경로의

길이의 평균, LKH3 알고리즘과의 격차, 그리고 추론 과정에서 걸린 시간을 평가 지표로

삼는다 [3].

5.2.3 Hardware and Software

본 실험을 위헤 1장의 Nvidia A100 그래픽 카드를 사용하였다. 소프트웨어 환경은

Python 3.11, Torch 12.1이다.

5.3 Experimental Results

Table 5.1은 각 모델들이 TSP1000과 TSP10000의 문제를 풀어내어 얻어낸 해의

정확도와시간을정리한표다.실험으로 LIfast 솔버와 LI 솔버를사용했는데,이는같은

모델에스케쥴링계수만다르게조절한솔버다.공통적으로 dmax = 200, dmin = 50이며,

LIfast의, α = 10, LI의 α = 25로 설정하였고, 종료 지점은 t = α인 지점이다.

LIfast솔버는 TSP1000에서 4.1m의시간동안 23.51, TSP10000에서 1.0m의시간동안

74.75의 결과를 얻었다. 이는 목표로 삼던 GLOP보다 더 빠르면서도 정확하다. 시간보
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Method Type TSP-1000 TSP-10000
Obj. Gap Time Obj. Gap Time

Concorde Exact 23.12 0.00% 2.21h N/A N/A N/A
LKH-3 Heuristic 23.12 0.00% 4.41h 71.77 0.00% 6h
Random Insertion Heuristic 26.15 13.1% 1s 81.75% 13.9% 3s

H-TSP RL 24.66 6.62% 3.1m 55.31 8.39% 2.4m
LEHD SL 23.84 3.11% 1.64m 91.33 27.2% 3.0h

Att-GCN SL+MCTS 23.67 2.37% 15.2m 74.50 3.80% 20.9m
DIMES RL+MCTS 23.73 2.64% 6.9m 74.63 4.0% 29.4m
distMCTS MCTS 23.63 2.20% 3.3m 74.03 3.13% 16.8m
DIFUSCO SL+MCTS 23.38 1.12% 13.7m 73.62 2.58% 1.07h

SO RL+H 23.77 2.80% 24s 74.32 3.55% 6.8m
GLOP RL+H 23.84 3.11% 3.0m 75.29 4.90% 1.8m
LI SL+H 23.51 1.73% 4.1m 74.00 3.11% 9.6m
LIfast SL+H 23.67 2.38% 1.1m 74.75 4.15% 1.0m

Table 5.1: Experimental Result for TSP1000, TSP10000

다는 성능에 초점을 맞춘 LI 솔버는 TSP1000에서 1.1m의 시간동안 23.67, TSP10000

에서 9.6m의 시간동안 74.00의 결과를 얻었다. 이 결과는 GLOP에 비해 시간이 더 걸

리지만 성능을 크게 향상시켰다. 시간이 매우 오래 걸린 MCTS 기반 방법인 DIFUSCO

를 제외하면 더 적은 시간으로 더 정교한 해를 얻은 것이다. 이는 본 논문에서 제안한

LI 방법과 분해 스케쥴링이 매우 높은 품질의 해를 구하기는 어렵지만 짧은 시간 안에

상당히 높은 품질의 해를 구하기 적합하다는 것을 알 수 있다.
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Chapter 6

Conclusion and Limitation

이 논문에서는 조합 최적화의 대표적 문제인 TSP를 다룬다. 대규모 TSP의 근사해를

보다 빠르고 정확하게 구하는 방법을 제시한다. 본 논문은 기존 LEHD 모델을 응용해

GLOP의 방법을 발전시킨 LI를 소개한 아이디어로, TSP의 해를 찾기 위한 LI 방법을

제시한다. 또한, LI에서 추론 과정을 나타내는 분해 스케쥴링 방법을 실험적으로 제시한

다. 이를 통해 GLOP에 비해 시간, 정확도 측면에서 모두 우위를 점하는 성과를 보였다.

그러나 본 방법은 중요한 한계점이 존재하는데, 해를 개선하는 휴리스틱 방법 특성상

대규모 TSP에서 전역 최적화에 가까워질 뿐, 지역 최적화에서 벗어나는 해결책을 제시

하지 못했다. 이는 GLOP을 포함한 모든 조합 최적화 솔버가 공통적으로 극복해야 할

문제로 추후 이를 다루기 위한 효과적인 해결책이 필요하다.
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Summary

Local Improvement for Large-scale Traveling Salesman Problem

신경망 기반 방법은 조합 최적화의 최적에 가까운 근사해를 빠르게 구하기 위한 유

망한 방법이다. 물류 최적화, 차량 경로 문제, 일정 할당 문제 등과 같은 조합 최적화

문제는 실생활에서 자주 볼 수 있는 조합할 수 있는 경우의 수가 굉장히 많아 최적해를

구하기 어려운 문제이다. 외판원 순회 문제(Traveling Salesman Problem)은 대표적인

조합 최적화 문제로 효율적으로 고품질의 근사해를 얻기 위한 신경망 기반의 연구가

진행되었다. 본 논문은 대규모 외판원 순회 문제에서 효과적으로 최적에 가까운 근사해

를 탐색하는 신경망 기반 모델 훈련 전략 및 휴리스틱 방법을 이용한 지역 개선(Local

Improvement)방법을제시한다.본지역개선방법을통해대규모외판원순회문제에서

실시간에적용가능할정도로적은시간내고품질의근사해를얻는성능을보였다.이는

짧은 시간 내의 굉장히 복잡한 조합 최적화 문제에서도 신경망 기반 방법이 효과적임을

입증한다.
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